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1. Introducción 
 
Un modelo de optimización intenta determinar la mejor combinación de variables de decisión con el fin de 
obtener los resultados deseados. 
 
La optimización tiene como objeto encontrar para una o más variables de decisión, cuál (es) valor (es) maximiza 
o minimiza una variable de desempeño. En términos matemáticos, encontrar x que optimiza una f(x). 
 

• x : variable de decisión. 

• f(x) : variable de desempeño o variable objetivo. 
 
El problema de la optimización de carteras de acciones puede enfocarse de dos formas. Se busca maximizar el 
rendimiento, dado niveles variables de riesgo o bien, minimizar el riesgo dado niveles variables de 
rendimiento. Este concepto, conocido como Teoría del Conjunto Eficiente, será desarrollado más adelante en 
este trabajo. Cabe aclarar que el enfoque de las inversiones en el presente trabajo de investigación es de 
inversiones de largo plazo (buy and hold). 
 
En la actualidad las tecnologías de información desempeñan un papel muy importante en el área financiera. Uno 
de ellos es el uso de lenguajes de programación para la formación de una cartera de acciones optimizada. El 
lenguaje más versátil para lograr ese cometido es Python. 

 
2. El Problema de la Selección de Cartera 
 
Todas las acciones en que se puede invertir tienen resultados inciertos y por lo tanto son riesgosas. El problema 
básico que enfrenta cada inversionista en los mercados de capitales es determinar qué títulos riesgosos 
poseer y en qué proporciones. A esta situación se la conoce como el problema de selección de cartera. 
 
Harry Markowitz presentó una solución al problema de selección de cartera en un documento (Markowitz, 
1952) que se considera el origen de la teoría moderna de la cartera. Según esta teoría, la selección de los títulos 
y sus proporciones se basa en dos supuestos fundamentales: ante niveles equivalentes de riesgo siempre se 
preferirán los rendimientos más altos a los más bajos (Insaciabilidad) y ante el mismo rendimiento se escogerá 
la cartera con nivel de riesgo menor (Aversión al riesgo). 

 
3. Modelos de optimización  
 
Un modelo de optimización intenta determinar la mejor combinación de variables de decisión con el fin de 
obtener los resultados deseados. 
 
En las inversiones bursátiles existen “riesgos” que pueden producir cuantiosas pérdidas debido 
fundamentalmente, a variaciones (volatilidad) del mercado. En un intento de dar respuesta al problema 
planteado; se propone la creación una cartera optimizada; es decir, la mejor combinación de acciones 
(variables de decisión) que entregue el menor riesgo para un máximo rendimiento de la inversión. 
 



 

 
4. Variables o componentes del modelo de optimización 
 

Los modelos de optimización presentan al menos los siguientes componentes: 
 

• El objetivo es aquello que se pretende optimizar, es decir, alcanzar el mejor valor posible. Algunos 
objetivos para el problema de optimización de carteras podrían ser: 
o Maximizar el rendimiento: se busca la combinación de acciones, que, para niveles      variables de 

riesgo, ofrezcan el máximo rendimiento esperado. 
o Minimizar el riesgo: se busca la combinación de acciones, que, para niveles variables de 

rendimiento, ofrezcan el mínimo riesgo. 

• Las variables de decisión son los valores controlables. Las variables de decisión del modelo serán la 
participación (peso relativo) de cada una de las acciones (k1, k2, …, kn), en la cartera del inversor. 

• Las restricciones son limitaciones en los valores que pueden tomar las variables de decisión. En un 
problema de optimización de cartera de acciones, las restricciones son principalmente: las participaciones 
de las acciones en la cartera deben ser mayor o igual a cero y a su vez deben ser complementarias, es 
decir, deben sumar uno. 

 
5. ¿Qué optimizamos, la dispersión o el rendimiento? 
 
El problema de la optimización de carteras de acciones puede enfocarse de dos formas. Se busca maximizar 
el rendimiento, dado un nivel de riesgo o bien minimizar el riesgo dado un nivel de rendimiento. Si se da el 
nivel de riesgo en el primer caso o el de rendimiento en el segundo, lo que se está haciendo, de alguna forma, 
es fijar cuál es la curva de indiferencia del inversor. 
 
Las curvas de indiferencia representan todas las combinaciones posibles de riesgo y rendimiento que 
proporcionan la misma utilidad a un inversor. Por lo tanto, este inversor es indiferente a las combinaciones 
rendimiento-riesgo de la misma curva de indiferencia. Las curvas de indiferencia se pueden dibujar en una 
figura bidimensional donde el eje horizontal indica el riesgo medido por la desviación estándar y el eje vertical 
indica el rendimiento esperado. (Alexander et al, 2003). 

 

Gráfico N° 1 

Curvas de indiferencia 

 
5.1. Rendimiento 
 
Antes de hablar del rendimiento de las acciones, será necesario realizar algunas consideraciones previas sobre 
su cálculo, ya sea diario, mensual o en base a otro período de tiempo. 
 
El rendimiento periódico (de un día, de un mes, de un año o en base a otro período de tiempo) de una acción 
puede calcularse como: 



 

  (1) 
 

Donde: 

• R(n-j;n): rendimiento del título en el período n (entre los momentos n-j y n).  

• Pn: precio del título en el período n.  

• Pn− j: precio del título en el período n-j (j períodos antes). 
 

En general podría ocurrir, que los precios sobre los que se calculan los rendimientos, tengan cierta variabilidad. 
Ésta tiene consecuencias, dependiendo del modo en que calculemos el rendimiento con respecto al período 
deseado. Para comenzar, podríamos decir que los rendimientos podrían calcularse como una media aritmética, 
para la unidad de tiempo j (día, mes, año). 
 
No obstante, este último planteo no siempre arroja resultados razonablemente representativos. Veamos un 
ejemplo: 

 

Momento Cotización Rendimiento [0;1] y [0;2] Rendimiento [0;2] 

0 100   

1 50 50/100-1=-0,50=-50% 
100/100-1=0% 

2 100 100/50-1=1=+100% 

 
La media aritmética entre los rendimientos, teniendo en cuenta los resultados de la tercer columna, es: (-
50%+100%)/2 = 25%. Sin embargo, considerando la cuarta columna, el              rendimiento del período entre 0 y 2 es 
0%. Esta última expresión tiene más que ver con la realidad de los precios presentados en el ejemplo, ya que 
los precios no sufrieron cambios desde 0 a 2. Sin embargo, el primer procedimiento muestra un rendimiento 
promedio del 25%. 
 
Para solucionar estas dificultades se pueden plantear dos métodos alternativos para promediar los 
rendimientos. Esto son la media logarítmica y la media geométrica. 
 
La media logarítmica usa los logaritmos naturales para el cálculo de los rendimientos y luego la media 

aritmética. Para el ejemplo sería: [ln (
50

100
) + ln(

100

50
)] /2 = 0 

 
La media geométrica se define como la raíz n del producto de n rendimientos menos uno. Para el ejemplo 

anterior sería: √2𝑥0,5
2

− 1 = 0 
 

Una vez hechas estas aclaraciones, es necesario definir qué se entiende por rendimiento esperado (R).1 Existen 

diversos métodos para calcular los rendimientos esperados de            activos financieros (los que plantean el 
descuento de dividendos, los que se basan en relaciones de precio y ganancia, y los modelos de CAPM). 
(Elbaum, 2004). 
 
Los métodos que se basan en cuál será el dividendo o ingreso esperado de la acción descuentan esos flujos a 
una tasa que refleje no solo el valor del dinero en el tiempo (o recompensa por espera) sino también el riesgo 
asumido. Esta expectativa, de alguna manera se traducirá, más tarde o más temprano en el precio del 
activo hoy. Por lo tanto, bajo la hipótesis de mercados eficientes, en donde la información fluye, llega a todos 
los inversores y se refleja inmediatamente en los precios de las acciones, el rendimiento esperado en el futuro 
es el que se deriva de los precios de los activos hoy. Bajo estas condiciones, no sería disparatado suponer que 
los precios del futuro podrían comportarse como lo han hecho en el pasado, ya que han reflejado toda la 
información existente respecto del activo en el precio en ese momento. Los cambios que se han producido 
en los precios se han dado aleatoriamente. Ya sean estos buenos o malos, se han producido sorpresivamente 
y se han reflejado en los precios tan rápido como sea posible. 

 
1 Se puede definir el rendimiento esperado, como el rendimiento de una acción que el inversionista espera 
recibir durante el período de tenencia, lapso de tiempo durante el cual invertirá su dinero. 



 

 
Más allá del método elegido, cabe preguntarse qué escenarios aleatorios se esperan para el futuro. El 
rendimiento esperado en el caso más sencillo en que todos los probables rendimientos de cierta inversión 
financiera tengan la misma probabilidad de ocurrir, es el promedio aritmético de los rendimientos individuales 
de cada uno de los títulos valores que intervienen en dicha inversión. 
 

  (2) 
 
Por otro lado, y en el caso más general, es posible conocer el rendimiento esperado de una inversión i cuando 
los n valores de la variable no son igualmente probables. Se considera los rendimientos como una variable 
aleatoria con cierta distribución y lo que es necesario definir es un parámetro que recibe el nombre de 
esperanza matemática, valor esperado o  media de la variable aleatoria. Entonces: 
 

     (3) 
Donde: 

• Rit: rendimiento del activo i en el evento t.  
Pit: probabilidad de que se produzca el evento t para el activo i.  

 
Con esta fórmula se cubre desde el caso más sencillo (eventos equiprobables) hasta el más complejo, 
definiendo a la esperanza matemática de la variable aleatoria, como el momento de orden uno. 
 
Si se incluyen las probabilidades de que se produzcan ciertos eventos, o dicho de otra forma, teniendo en 
cuenta la función de distribución de los rendimientos que corresponda, “… se consigue determinar un 
parámetro que permite establecer el más probable de los rendimientos de una inversión en condiciones de 
riesgo, pues para su cálculo se tiene en cuenta no solo los distintos rendimientos aleatorios posibles, sino 
también el grado de probabilidad con que pueden presentarse las distintas circunstancias que originarán esos 
rendimientos”. (Messuti, 1994, p. 179). 
 
Por último, dada una constante k, la esperanza matemática de la constante por la variable aleatoria es igual a 
la constante por la esperanza de la variable. Por otro lado, la esperanza matemática de una suma de variables 
aleatorias es igual a la suma de las esperanzas de cada una de esas variables. Estas dos propiedades pueden 
resumirse al mismo tiempo, en la siguiente expresión: 

 

 (4)
  

Un caso particular para la aplicación de esta ecuación es la determinación del rendimiento de una cartera de 
acciones, que tiene un diferente grado de participación. Supongamos una cartera de tres títulos (1, 2 y 3) con 
una participación de k1=50%, k2=20% y k3=30%. Si los rendimientos de los activos son: R1=13%; R2=20% y 
R3=17%; el rendimiento promedio de esta cartera aplicando la ecuación (4)2, será: 

 
Rp=E(0,50 x 13% + 0,20 x 20% + 0,30 x 17%) = 0,50 x 13% + 0,20 x 20% + 0,30 x 17% = 15,6% 

 
Recordemos que la E(R1) es 13%, E(R2) es 20% y E(R3) es 17%; ya que se ha definido pit=1. Si existiera una 
variable aleatoria definida, deberíamos haber tomado su esperanza matemática, tal cual se define en la 
ecuación (3). 

 

5.2. Riesgo 
 
Se suele definir al riesgo de una inversión como la probabilidad de que esa inversión difiera del rendimiento 

 
2 Se considera pit =1; es decir que existe un solo estado posible del Mercado, en donde los rendimientos son 

lo señalados. En la simulación estocástica, esto variará según la distribución de probabilidades de cada acción. 



 

esperado. Si la probabilidad de que una inversión difiera de su rendimiento esperado es alta, decimos que 
estamos ante una inversión relativamente riesgosa. Existen en la disciplina estadística, herramientas que 
permiten medir tal variabilidad o volatilidad.  Una de estas herramientas es el parámetro llamado varianza. 
De un modo general, podemos definir a la varianza (σ2) con la siguiente expresión: 
 

       (5) 
 

Nótese que se consideran n estados posibles de la variable (desde t=1 hasta n). Para cada uno de esos estados, 
y para cada uno de las acciones incluidas en la cartera del inversor, también se ha definido una probabilidad 
pit. 
Simplificando la expresión anterior y suponiendo la formación de una cartera de dos acciones con las siguientes 
participaciones: el título 1 igual a k1 y el título 2 igual a k2, siendo k1 + k2 = 1; es posible reescribirla del siguiente 
modo (considerando la ecuación 4): 
 

        (6) 
 
Agrupando de forma diferente: 
 

    (7) 
 
Desarrollando el cuadrado de un binomio y distribuyendo el factor pit: 
 

         (8) 

 
Dentro de la sumatoria se pueden apreciar tres términos. Los dos primeros sumandos equivalen al cuadrado 
de la participación de cada título multiplicado por la varianza del rendimiento de ese título (ya que al cuadrado 
de los desvíos se los multiplica por la probabilidad de ocurrencia). Respecto al tercer sumando, a las 
participaciones en el título 1 y 2 los multiplicamos por lo que se define estadísticamente como la covarianza 
de los rendimientos del título 1 con el 2 y por lógica combinatoria, del título 2 con el 1. Esa es la razón por la 
que dicho tercer sumando aparece multiplicado por 2. 
 
La medida estadística conocida como correlación está estrechamente relacionada con la covarianza. De hecho, 
el coeficiente de correlación entre dos acciones es el cociente de la covarianza entre las dos acciones y el 
producto de sus desvíos estándar: 
 

𝜌𝑖𝑗 =
𝜎𝑖𝑗

𝜎𝑖𝜎𝑗
 

 
Donde: 

• ρij: coeficiente de correlación de los rendimientos entre la acción i y la acción j. 

• σij: covarianza de los rendimientos entre la acción i y la acción j. 
 

Por los tanto, el coeficiente de correlación entre las acciones es determinante del riesgo de una cartera. 
 
5.3. Qué pasa para n acciones con el riesgo 
 
Por último, para k1, k2,… kn participaciones, siendo σij la covarianza entre la acción i y la acción j, la última 
expresión de la varianza de una cartera que consta de n acciones, podría calcularse como una doble sumatoria, 
de la siguiente forma: 



 

 

  (9) 
 

Donde:  

• σij: covarianza de los rendimientos entre la acción i y la acción j. 

• ki:   participación porcentual de la acción i dentro de la cartera.  

• kj: participación porcentual de la acción j dentro de la cartera. 

• n:  número de acciones que componen la cartera. 
 
En definitiva, esta es la función a optimizar para un escenario donde se considera un solo estado de la 
naturaleza posible. Dicho de otro modo, es la función a minimizar (riesgo mínimo) para una optimización 
determinista, dado un cierto nivel deseado (y posible) de rendimiento de la cartera. 
 
Si se generalizan las expresiones para n acciones, es posible escribir las expresiones de las fórmulas (8) y (9) 
(riesgo de la cartera) con notación matricial. 
 
Se puede simbolizar a las participaciones en cada acción como: 
 

𝐾 = [

𝑘1

𝑘2

⋮
𝑘𝑛

] 

 
Matriz de varianzas y covarianzas: 

𝑉 =

[
 
 
 
𝜎1

2 𝜎12
⋯ 𝜎1𝑛

𝜎21

⋮
𝜎2

2

⋮

…
⋱

𝜎2𝑛

⋮

𝜎𝑛1 𝜎𝑛2 ⋯ 𝜎𝑛
2 ]
 
 
 
 

 
Vector traspuesto de las k participaciones: 

𝐾𝑇 = [𝑘1 𝑘2 ⋯ 𝑘𝑛] 
 
En virtud de lo expresado, puede definirse el riesgo de la cartera para n participaciones, en forma abreviada, de 
acuerdo a la siguiente notación matricial: 
 
Riesgo de la cartera =  σ2  = KT V K 
 
5.4. Frontera eficiente y curvas de indiferencia 

 
Si se combinan los diferentes niveles de riesgo y rendimiento de una cartera, podrían formarse un número infinito 
de carteras, a partir de un conjunto de N valores. Pero el inversionista no necesita evaluar todas esas carteras. 
Solo buscará un subconjunto de carteras en función de lo que determina el teorema del conjunto eficiente. Éste 
establece que un inversionista elegirá su cartera óptima del conjunto de carteras que:  

1. Ofrezcan el máximo rendimiento esperado para niveles variables de riesgo y, 
2. ofrezcan un mínimo riesgo para niveles variables de rendimiento esperado.  

 
El conjunto de carteras que cumplen estas 2 condiciones, se conoce como conjunto eficiente o frontera eficiente.  
 
 
 
 
 
 



 

 
 
 
 
 

Gráfico N° 2 
Conjunto eficiente 

 

 
La línea marcada que se encuentra entre los dos puntos A y B (cartera de máximo rendimiento y de mínimo 
riesgo respectivamente) representa la frontera eficiente. 
 
Finalmente, el inversionista debe expresar sus curvas de indiferencia de la misma forma que la frontera eficiente 
y luego escoger la cartera que sea tangente al conjunto eficiente. 
 

Gráfico N° 3 
Cartera óptima 

     

 
 
 

5.5. Índice de Sharpe 
 
Este índice fue desarrollado por el nobel de economía William Sharpe. Relaciona el rendimiento y riesgo de una 
inversión bursátil. En definitiva, representa el rendimiento por unidad de riesgo. 
 



 

Su popularidad en las finanzas de mercado, no solo se debe a su utilidad sino también a su simpleza de cálculo. 
El índice se calcula dividiendo el rendimiento de una cartera menos la tasa libre de riesgo (por ejemplo, la de los 
Bonos de Tesoro Americano a 10 años) entre el riesgo de la cartera para el mismo período.  
 

í𝑛𝑑𝑖𝑐𝑒 𝑑𝑒 𝑆ℎ𝑎𝑟𝑝𝑒 =  
𝑅𝑃 − 𝑟𝑓

𝜎𝑝

 

 
Donde:  

• Rp: rendimiento de la cartera. 

• rf: tasa libre de riesgo. 

• σp: riesgo de la cartera. 
 

6. Aplicación de tecnologías a un problema de optimización de cartera 
 
En este apartado se desarrollan paso a paso las tecnologías utilizadas para para resolver un problema de 
optimización de carteras, desde la obtención de los datos hasta las visualizaciones. El siguiente gráfico muestra 
a modo de resumen los pasos que se seguirán a continuación. 
 

Gráfico N° 4 
Bibliotecas de Python utilizadas en el proceso de optimización de carteras 

 

6.1. Obtención de datos financieros con yfinance 
 
yfinance es una biblioteca de Python que permite obtener de manera remota los datos históricos (cotizaciones) 
del mercado financiero mediante la conexión a la API pública de Yahoo! Finance. Luego transforma los datos 
obtenidos en un data frame (aunque este anglicismo no tiene una traducción exacta, puede ser traducido como 
marco de datos). Esto lo hace de una manera muy simple, con unas poquísimas líneas de código. 
 
yfinance no solo permite descargar los datos históricos como precios, volumen negociado o pago de dividendos 
de diversos activos financieros tales como acciones, bonos, criptomonedas, etc., sino que también permite 
descargar y visualizar todo tipo de información relevante que se encuentre disponible en Yahoo! Finance.  
 
En este punto, solamente se utilizará la herramienta para la obtención de los precios de las acciones. 
 
Primero se instala la librería y se importa. Posteriormente se define una lista con los símbolos (tickers) de los 
títulos que se consideran para formar la cartera. A modo de ejemplo, se tomaron las empresas tecnológicas más 
grandes con cotización en la bolsa de Estados Unidos. 
 

 



 

pip install yfinance 

import yfinance as yf 

simbolos = ["AAPL","MSFT","TSLA","FB","NVDA"] 

df = yf.download(simbolos, start='2021-01-01', end='2021-12-

31', rounding=True) 

precios = df['Adj Close'] 

precios 

 

La función download se conecta a la página y descarga: el volumen negociado, los precios de apertura, cierre 

y cierre ajustado diarios para las acciones antes definidas y según los parámetros establecidos. Luego, se 
selecciona la columna correspondiente a precio de cierre ajustado (Adjusted Close) y se define un nuevo data 
frame (llamado precios). 
 

Tabla N° 1 
Precio de las acciones 

 

 
A continuación, se visualizan las cotizaciones de cada una de las acciones. Se usa la biblioteca de 
visualización matplotlib. Es posible usar otras bibliotecas tales como plotly, altair o seaborn. Es objetivo es 
realizar un análisis preliminar de cada activo. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 



 

Gráfico N° 5 
Precio de las acciones 

 

 

6.2. Calcular el rendimiento esperado y riesgo de cada acción 
 
Como se explicó en la introducción teórica, los modelos de optimización requieren conocer previamente los 
rendimientos esperados de las acciones y la matriz de varianzas y covarianzas. En la práctica, se calculan en 
función de datos históricos. 
 
La función pct_change de la biblioteca pandas calcula el cambio porcentual entre un elemento y el anterior.  

  
rendimientos = precios.pct_change()[1:] 

rendimientos 

 

 



 

Tabla N° 2 
Rendimiento de las acciones 

 

 

Gráfico N° 6 

Histograma Rendimientos  

 
 

rendimientos.describe() 

 
La función describe de Pandas genera un resumen de los estadísticos de centralización y dispersión más 

importantes de los datos (rendimientos) tales como media, desviación estándar y percentiles.  
 

Tabla N° 3 
Estadísticos de las acciones 

 

En la tabla anterior se puede observar el rendimiento esperado (mean) y el riesgo (std) diarios de cada una de 
las acciones.  
 



 

Si bien, es posible calcular el riesgo y rendimiento esperado de las acciones con pandas o numpy, así como armar 
y graficar la matriz de varianzas y covarianzas, la cual es necesaria a posteriori para calcular el riesgo de la cartera, 
se utilizará en este punto las funciones que provee La biblioteca PyPortfolioOpt. 
 
El módulo expected_returns proporciona las funciones para estimar los rendimientos esperados de las 

acciones. 
 
Todas las funciones internamente transforman los precios de las acciones en rendimientos porcentuales antes 
de calcular sus respectivas estimaciones de rendimientos esperados. Los métodos disponibles para estimar el 
rendimiento esperado son: rendimiento histórico medio, rendimiento histórico medio ponderado 
exponencialmente y CAPM. En la posterior optimización se utilizará el rendimiento esperado medio.  
 
Por defecto, la salida de estos métodos son rendimientos esperados anuales. 
 

rendEsp1 = expected_returns.mean_historical_return(precios, returns_d

ata=False, compounding=True, frequency=252, log_returns=True) 

rendEsp1 

 

AAPL    0.346154 

FB      0.228385 

MSFT    0.542895 

NVDA    1.055190 

TSLA    0.271273 

dtype: float64 

 
En los parámetros de la función, se toman los precios de las acciones (no los rendimientos, tal como lo indica el 
parámetro returns_data), la frecuencia son 252 días hábiles en un año. Por último, en función de lo explicado 

en el punto 5.1. del presente trabajo, se utilizó la media logarítmica e interés compuesto para calcular los 
rendimientos anuales de las acciones. 

 
Gráfico N° 7 

Rendimientos anuales 

 
 
La matriz de covarianzas, así como la matriz de correlaciones, permite observar cómo se comporta cada acción 
con respecto a las demás. Es posible usar la función cov que vienen en la biblioteca numpy para construir la 

matriz de varianzas y covarianzas.  
 
Sin embargo, el módulo risk_models de la biblioteca PyPortfolioOpt proporciona las funciones para estimar 

el riesgo de las acciones. El método más usado es el que estima la matriz de varianzas y covarianzas en función 
de los datos históricos. Esta matriz es una representación del riesgo de las acciones individuales (diagonal) y de 
la covariación entre acciones. 

 

matrizCov1 = risk_models.sample_cov(precios) 

matrizCov1 

 



 

Tabla N° 4 
Matriz de varianzas y covarianzas 

 

 

El módulo risk_models de PyPortfolioOpt permite graficar mediante un mapa de calor una matriz de 

correlaciones. Los coeficientes de correlación pueden ser calculados como se definió en el punto 5.2. 

 

Gráfico N° 8 
Mapa de calor 

 

 

6.3. Determinar las participaciones  
 
Se determinan las participaciones de cada acción en la cartera usando el método propuesto por Markowitz de 
rendimiento - riesgo. Además, en todo problema de optimización existe un objetivo a optimizar y las 
restricciones; por ejemplo, el objetivo puede ser minimizar el riesgo y la restricción un nivel de rendimiento. 
 
PyPortfolioOpt implementa los métodos de optimización de carteras. Incluye técnicas clásicas de optimización 
como la de rendimiento y riesgo (la cuál será usada en el presente trabajo) y la asignación de Black-Litterman, 
así como desarrollos más recientes como Paridad de Riesgo Jerárquica. 
 
6.3.1. Armar la frontera eficiente 
 
La función EfficientFrontier permite definir la frontera eficiente, es decir, el conjunto de carteras que 

maximiza el rendimiento para determinados niveles de riesgo o minimiza el riesgo para determinados niveles de 
rendimiento. 
 



 

El objeto creado con la función contiene varios métodos que corresponden a las diferentes funciones objetivo a 
optimizar: 
 

• min_volatility() : optimiza para obtener la mínima volatilidad, también conocida como cartera 

de mínima varianza o riesgo. 

• max_sharpe() : optimiza para obtener el máximo ratio de Sharpe, también conocida como cartera 

de tangencia. 

• max_quadratic_utility() : maximiza la utilidad cuadrática, dada una aversión al riesgo. 

• efficient_risk() : maximiza el rendimiento dado un nivel de riesgo. 

• efficient_return() : minimiza el riesgo dado un nivel de rendimiento. 

 
fe = EfficientFrontier(rendEsp1, matrizCov1, weight_bounds=(0, 1)) 

 
Los parámetros de la función son los rendimientos esperados (vector), la matriz de varianzas y covarianzas y 
weight_bounds que representa el mínimo y máximo peso que puede tomar cada acción en la cartera. En la 

situación inicial la participación puede ser entre 0% y 100%. 
 
 
 
 
 
6.3.2. Definir el objetivo de la optimización 
 
6.3.2.1. Minimizar el riesgo 

Devuelve los pesos de las acciones para la cartera que 
minimiza la volatilidad. 
 
varianza_minima = fe.min_volatility() 

pesos = fe.clean_weights()  

pesos 

OrderedDict([('AAPL', 0.17703), 

             ('FB', 0.1461), 

             ('MSFT', 0.67687), 

             ('NVDA', 0.0), 

             ('TSLA', 0.0)]) 

 

clean_weights() redondea los pesos e iguala a 

cero los valores muy cercanos a cero.  

La cartera de mínimo riesgo estará conformada por MSFT, AAPL y FB en las proporciones del 67,69%, 17,7% y 
14,61% respectivamente. El rendimiento esperado, volatilidad y ratio de Sharpe para la cartera optimizada, 
según el objetivo propuesto es: 
 

Expected annual return: 46.2% 

Annual volatility: 20.2% 

Sharpe Ratio: 2.19 

6.3.2.1. Maximizar el ratio de Sharpe 
 
Este método intenta determinar los pesos o las participaciones de las acciones que maximice el rendimiento por 
unidad de riesgo. Esta cartera es conocida como la cartera de tangencia. Es la cartera donde la línea de mercado 
de capitales (capital market line) es tangente a la frontera eficiente. 

 



 

Devuelve los pesos de las acciones que maximizan 
el ratio de Sharpe.  
 
max_sharpe = fe.max_sharpe( 

risk_free_rate=0.02) 

pesos = fe.clean_weights()  

pesos 

 
OrderedDict([('AAPL', 0.0), 

             ('FB', 0.0), 

             ('MSFT', 0.74896), 

             ('NVDA', 0.25104), 

             ('TSLA', 0.0)]) 

 

Como se puede observar, se aplica una tasa libre de 
riesgo del 2% anual.  

 
La cartera de máximo ratio de Sharpe estará conformada por MSFT y NVDA en las proporciones del 74,9% y 
25,1% respectivamente. El rendimiento esperado, volatilidad y ratio de Sharpe para la cartera optimizada, según 
el objetivo propuesto es: 
 

Expected annual return: 67.1% 

Annual volatility: 24.2% 

Sharpe Ratio: 2.69 

 
6.3.2.3. Maximizar el rendimiento dado un nivel de riesgo 

 
Determina las participaciones que maximizan el 
rendimiento para un nivel dado de riesgo. Es uno de 
los supuestos básicos de la teoría de Markowitz 
(Insaciabilidad). 
 
fe = EfficientFrontier( 

rendEsp1, matrizCov1) 

fe.efficient_risk( 

target_volatility= 0.25) 

pesos = fe.clean_weights()  

pesos 

 
OrderedDict([('AAPL', 0.0), 

             ('FB', 0.0), 

             ('MSFT', 0.70786), 

             ('NVDA', 0.29214), 

             ('TSLA', 0.0)]) 

 

 

La cartera que maximiza el rendimiento para un riesgo del 25% estará conformada por MSFT y NVDA en las 
proporciones del 70,79% y 29,21% respectivamente. El rendimiento esperado, volatilidad y ratio de Sharpe 
para la cartera optimizada, según el objetivo propuesto es: 
 

Expected annual return: 69.3% 

Annual volatility: 25.0% 

Sharpe Ratio: 2.69 

 
3.2.4. Minimizar el riesgo dado un nivel de rendimiento 



 

 
Determina las participaciones que minimizan el riesgo 
para un nivel dado de rendimiento. Es otro de los 
supuestos básicos de la teoría de Markowitz (Aversión al 
riesgo). 
 
fe = EfficientFrontier( 

rendEsp1, matrizCov1) 

fe.efficient_return(target_return= 0.6

) 

pesos = fe.clean_weights()  

pesos 

 
OrderedDict([('AAPL', 0.0), 

             ('FB', 0.0), 

             ('MSFT', 0.88853), 

             ('NVDA', 0.11147), 

             ('TSLA', 0.0)]) 

 

 

La cartera que minimiza el riesgo para un rendimiento del 60% estará conformada por MSFT y NVDA en las 
proporciones del 88,85% y 11,15% respectivamente. El rendimiento esperado, volatilidad y ratio de Sharpe 
para la cartera optimizada, según el objetivo propuesto es: 
 

Expected annual return: 60.0% 

Annual volatility: 22.0% 

Sharpe Ratio: 2.64 

 
 

6.3.3. Agregar objetivos adicionales y restricciones 
 
6.3.3.1. Regularización L2 
 
Este es un concepto del Aprendizaje Automático, sin embargo, acá se usa para incrementar el número de pesos 
o participaciones distintas de cero y tener una cartera más diversificada. 
 
Se usa como ejemplo la maximización del rendimiento dada una volatilidad del 25%. (participaciones obtenidas: 
70% microfost, 30% nvidia) 
 
Si bien parece que esta cartera cumple con nuestros objetivos, a la mayoría de los tickers se les ha asignado peso 
cero. En efecto, el optimizador se está "sobreajustando" a los datos que ha proporcionado: es más probable que 
obtenga mejores resultados al aplicar cierto nivel de diversificación. Una forma de lograr esta diversificación es 
mediante la regularización L2, esencialmente, agregando una penalización a la función objetivo cuando hay 
ponderaciones (pesos) cercanas a cero. 

 

fe = EfficientFrontier(rendEsp1, matrizCov2) 

fe.add_objective(objective_functions.L2_reg, gamma=0.1)   

fe.efficient_risk(target_volatility= 0.25) 

pesos = fe.clean_weights()  

pesos 

 

OrderedDict([('AAPL', 0.05617), 

             ('FB', 0.0), 

             ('MSFT', 0.64926), 

             ('NVDA', 0.29458), 

             ('TSLA', 0.0)]) 

 

gamma es un parámetro de ajuste, se incrementa en la medida que querramos más pesos distintos de 

cero (mayor diversificación). 
 



 

La cartera de mínimo riesgo estará conformada por MSFT, NVDA y AAPL en las proporciones del 64,92%, 29,46% 
y 5,62% respectivamente. El rendimiento esperado, volatilidad y ratio de Sharpe para la cartera optimizada, 
según el objetivo propuesto es: 
 

Expected annual return: 68.3% 

Annual volatility: 25.0% 

Sharpe Ratio: 2.65 

 
Respecto a la cartera sin regularización L2, se agrega la acción de AAPL en un 5, 62% de la inversión.  
 
6.3.3.2. Posiciones Largas / Posiciones Cortas 
 
De forma predeterminada, todos los métodos de optimización de riesgo - rendimiento en PyPortfolioOpt toman 
posiciones largas, sin embargo, se pueden configurar para permitir posiciones cortas cambiando el 
parámetro weight_bounds. Como ya se mencionó, este parámetro representa el mínimo y máximo peso que 

puede tomar cada acción en la cartera. 
 

• Posición larga : (0,1) por defecto. 

• Posición corta : (-1,1). 
 
Usando el ejemplo anterior: 

fe = EfficientFrontier(rendEsp1, matrizCov1, weight_bounds=(-1,1)) 

fe.add_objective(objective_functions.L2_reg, gamma=0.1)   

fe.efficient_risk(target_volatility= 0.25) 

pesos = fe.clean_weights()  

pesos 

 

OrderedDict([('AAPL', 0.08936), 

             ('FB', -0.05145), 

             ('MSFT', 0.7677), 

             ('NVDA', 0.30083), 

       ('TSLA', -0.10644)]) 
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3.3.3. Neutralidad de mercado 
 
Para los objetivos efficient_risk() y efficient_return(), PyPortfolioOpt ofrece una opción para 

formar una cartera de mercado neutral (es decir, los pesos suman cero). Esto no es posible para la cartera de 
máximo ratio de Sharpe (cartera de tangencia) y la cartera de mínimo riesgo, porque en esos casos no son 
invariantes con respecto al apalancamiento. La neutralidad del mercado requiere ponderaciones negativas, es 
decir, posiciones cortas. 
 

fe = EfficientFrontier(rendEsp1, matrizCov1, weight_bounds=(-1,1)) 

fe.add_objective(objective_functions.L2_reg, gamma=0.1)   

fe.efficient_risk(target_volatility= 0.25, market_neutral = True)  



 

pesos = fe.clean_weights()  

pesos 

 
OrderedDict([('AAPL', -0.28949), 

             ('FB', -0.4289), 

             ('MSFT', 0.26823), 

             ('NVDA', 0.63001), 

             ('TSLA', -0.17985)]) 
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6.3.3.4. Participación en la cartera 
 
En el caso de la máxima participación en la cartera, se busca que cada activo no supere cierta participación dentro 
de la cartera, para lo cual se modifica el parámetro weight_bounds. Por ejemplo, no se podría invertir más 

del 40% en cada acción: 
 

fe = EfficientFrontier(rendEsp1, matrizCov1, weight_bounds=(0, 0.4)) 

fe.max_sharpe() 

 

OrderedDict([('AAPL', 0.1999999999999999), 

             ('FB', 0.0), 

             ('MSFT', 0.4), 

             ('NVDA', 0.4), 

       ('TSLA', 0.0)]) 

 
Es posible agregar un sin número de restricciones al modelo usando el método add_constraint() y 

funciones lamda personalizadas. Sin embargo, esto no será tratado en el presente trabajo. 
 
6.4. Graficar carteras 
 
Se graficará la frontera eficiente usando el módulo plotting y simulación Montecarlo para generar carteras 

de manera aleatoria. 
 
En el siguiente ejemplo se graficará la frontera eficiente simulando 100.000 carteras: 
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Esta cartera de tangencia es la que maximiza el ratio de Sharpe. (punto 6.3.2.1.). 
 
Además, puede ver el código completo del gráfico y todo el trabajo en el siguiente link: 
https://github.com/gustavomachin/PortfolioOptimization_PyPortfolioOpt/blob/master/OptimizacionCarterasP
yPortfolioOpt.ipynb 
 
7. Conclusiones  
 
Los resultados para cada objetivo de la optimización, pueden resumirse en el siguiente cuadro: 
 

 
Tabla N° 5 

Resumen objetivos de la optimización 

 Mínimo riesgo Máximo Sharpe Máximo rendimiento 
(riesgo = 25%) 

Mínimo riesgo 
(rendimiento = 60%) 

Rendimiento  46,2% 67,1% 69,3% 60% 

Riesgo 20,2% 24,2% 25% 22% 

Ratio de Sharpe 2,19 2,69 2,69 2,64 

 
El mayor beneficio de usar tecnologías de información a la problemática planteada es la sencillez de aplicación, 
ya que con unas pocas líneas de código del lenguaje propuesto es posible resolver problemas complejos como la 
optimización de cartera de acciones. Se recuerda que inclusive con planillas de cálculo se dificulta su resolución. 
Además, es de acceso gratuito y miles de bibliotecas de código están disponibles para cualquier persona. 
 
En la actualidad es indispensable el manejo de tecnologías de información que faciliten el tratamiento de datos 
y reduzcan los márgenes de error en los que se incurriría haciendo cálculos, estimaciones o proyecciones 
manuales. Es por ello que los profesionales de las Ciencias Económicas deben adquirir habilidades y 
conocimientos para programar y elaborar modelos cuantitativos. 
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